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第1章 はじめに

近年，医療の分野において，新しい臨床検査法や画像装置の開発，診断精度の向上

によって様々な病気に対する新しい治療法が開発されるようになってきている．こ

うした医療の進歩には目覚ましいものがあるが，依然として癌の脅威は去っていな

い．世界では 2番目に多い死亡原因となっており，2018年には約 1800万人が癌を

発症し約 960万人が癌で亡くなっている．中でも日本は癌が最も多い死亡原因であ

り一生のうちに 2人に 1人は何らかの癌になると言われている．また，癌による死

亡率は人口の高齢化の影響を除いた場合では減少しているが，人口の高齢化を考慮

すると年々増加し続けている．そのため，癌の早期発見は今後の日本の国民の寿命

の延長には欠かせないものである．一般的に癌は加齢に伴い遺伝子の異常が蓄積し

ていくことが原因で発症するが，細胞や組織を直接診察する細胞診・組織診は癌の

早期発見することにおいてとても重要な役割を担っており，正確な病理学的診断は

癌の治療計画における正しい選択のために必要不可欠であると言える [1]．これらの

診断の大部分は依然として病理専門医の経験と技術に依存している．また，病理専

門医一人一人の力量や診断基準が異なるため，悪性度の包括的な定量化が困難であ

り客観性に乏しいなどの課題がある．そのため，病院間で異なる診断がなされてし

まうといった患者にとって不利益な結果につながる問題も起こってしまう．さらに，

増え続ける癌患者数に対して日本では診断する病理専門医の数が 2019年 8月 7日現

在で 2539人 [2]しかおらず，日本の人口およそ 51000人あたりに 1人と極端に不足

している．これにより，病理専門医 1人当たりの負担が増え，適切な診断が行えず

診断のばらつきや誤診の増加が懸念される問題が起きてしまう．

そこで本研究では，癌の客観的指標の作成及び病理専門医の負担軽減のための癌

診断システムの構築を目的とする．この支援システムを構築した文献として文献 [3]

が挙げられる．文献 [3]では高次局所自己相関 (Higher-order Local AutoCorrelation
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： HLAC)特徴を用いてシステムを構築しているが，あくまでも病理画像に画像処理

を加えて誤検出を減らすためのシステムであるため診断するのは病理専門医である．

したがって，病理専門医の負担は依然として改善されていない．

また，病理診断においては様々な化合物で染色された細胞核が病理診断のクライテ

リアとして用いられることがあり，それを定量化するためには染色された細胞核を抽

出する必要がある．近年では機械学習の発展により機械学習を用いた細胞核の抽出

手法である文献 [4][5]が提案されている．文献 [4]では，Genetic Programming（GP）

と Simulated Annealing Programming(SAP)を組み合わせたGP-SAPを提案し，病

理部位抽出のための画像処理フィルタの自動構築を行った．しかし，文献 [4]におけ

る抽出対象が大きい領域である胃底腺としているため，小さな細胞核を抽出対象に

できるかどうかは不明である，かつフィルタ作成に膨大な時間がかかってしまうた

め実用性に乏しいといった問題がある．文献 [5]では，病理画像より細胞核を一つ一

つ抽出するため特徴量を学習する Support Vector Machine(SVM)を用いて，病理画

像より画素ごとの SVMスコアを示したグレースケール画像を作成し細胞核抽出を

行った．しかし，文献 [5]で用いている病理画像はヘマトキシリンのみの染色である

ため細胞診で一般的に使われているヘマトキシリン・エオジン (Hematoxylin-Eosin：

HE)染色された病理画像を実験対象としたときに高精度な結果になるかどうか不明

である．さらに，文献 [4][5]ともに抽出の手法であるため抽出した結果で悪性度診断

を行う過程まで至っていない．そこで，文献 [5]の手法を踏まえて問題を解決した手

法として文献 [6]がある．文献 [6]では，AlexNet[7]と SVMを組み合わせて細胞核

抽出用モデルを構築し，そのモデルよりスコア画像を作成し，元の画像とスコア画

像を組み合わせることでHE染色された病理画像に対して細胞核抽出を行った．さ

らに，文献 [6]の抽出結果を使った細胞核分類手法として文献 [8]がある．文献 [8]で

は，文献 [6]と同じようにAlexNetと SVMを組みわせて細胞核分類用のモデルを構

築し，文献 [6]の結果より細胞核の分類を行った．しかし，文献 [6]は細胞核を抽出

するためにスコア画像を作成するが，その画像はあくまで細胞核が存在する確率が

高い領域を示しているため誤検出や抽出漏れが多くなってしまう．また，スコア画

像の作成に時間がかかるためすぐに診断が行うことができない．また，文献 [8]は良

性，悪性，転移の 3種類を判定しており，分類精度は全体では 8割を超えているが
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それぞれ個々の分類率を見ると悪性に関しては約 6割の分類しかできておらず信憑

性に欠けてしまう．また，癌細胞の指標を「核異形度」のみで判断しているため癌

細胞を正常細胞として分類してしまっている可能性もある．

以上の課題をふまえ本稿では，文献 [6][8]と同様に細胞核に着目し，Deep Learning

のアルゴリズムの一種であるConvolutional Neural Network(CNN)モデルを 2種類

用いて抽出および分類を行う．抽出にはセグメンテーション用のモデルである U-

Net[9]，分類にはCNNモデルであるVGG16[10]にFine-tuningを行ったモデルを使

用する手法を提案し，従来の手法よりも精度の向上および高速化を図る．実験では，

実際のHE染色された組織切片サンプルから細胞核を抽出および分類を行い癌診断

における本手法の有効性を評価する．

以下本稿では，2章では本研究で用いられている基礎となる背景知識について述べ

る．3章では細胞核の抽出および分類における提案手法について述べ，4章で提案手

法を用いた細胞核の抽出および分類実験の概要と考察を述べる．5章では結論と今

後の課題について述べる．
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第2章 背景知識

本章では，細胞，細胞核の染色，機械学習の詳細について記述する．

2.1 細胞核

細胞核とは真核生物の細胞を構成する細胞小器官の 1つであり，細胞の遺伝情報の

複製と保存を行い，ほとんどすべての細胞に存在している．核内では複数の長い直

鎖状のDNA分子が様々な種類のタンパク質と複合体を形成することによって染色体

を形成している．これらの染色体の内部の遺伝子が核ゲノムを構成しており，細胞

の機能を促進するよう構造化されている．染色体DNAは主にメッセンジャーRNA

に転写されるが，この遺伝子発現の調節により細胞の活動は制御されている．この

調節が狂い，細胞が異常に繁殖する状態が癌化と考えられている．また，核を作り

上げている主要な構造は核膜と核マトリックスである．核膜は核全体を包む 2層の

脂質二重膜で，その内容物を細胞質から分離している．核マトリックスは核内部の

ネットワーク構造で，細胞を支える細胞骨格のように核構造の機械的支持を行って

いる．

2.2 癌細胞の特徴

癌化した細胞核の判断指標として以下の 3つがある．

核異形度

細胞の形が正常な細胞とどのくらい異なっているかを示す度合いである．正常

な細胞では細胞分裂する際に 2つ細胞核に均等に分配されるため核が大きくな

ることはない．しかし，癌細胞の核は正常な細胞よりも大きく形がゆがむ特徴

がある．
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核小体

核小体は真核生物の細胞核の中に存在する，分子密度の高い領域で，rRNAの

転写やリボソームの構築が行われる場所のことであり，直径 1～3μm程であ

る．正常の細胞には 1つしか存在しないが，癌細胞の核には核小体が複数個存

在している．また，核小体が明瞭であるといった特徴もある．核小体の例を図

2.1に示す．

図 2.1: 核小体

N/C比

N/C比とは核と細胞質に対する面積比ないし容積比である．この比は一般的に

細胞の分化度が低ければ大きく，細胞の分化度が高いものでは小さいとされて

いる．腫瘍細胞，特に癌では核の容積が増大するので N/C比は大きな値とな

る．N/C比の概要を図 2.2に示す．

図 2.2: N/C比
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2.3 メラノーマ

メラノーマ (悪性黒色腫)は皮膚がんの一種で，皮膚の色と関係するメラニンをつ

くるメラノサイト (色素細胞)や，ほくろの細胞 (母斑細胞)が癌化してできる癌であ

る．発生部位としては最も多いのは足の裏だが，胴体や顔，爪など様々な部位に発

生することもある．メラノーマが発生する原因については，まだよくわかっていな

いが，白色人種に多く発症することから，紫外線が関与していると考えられている．

また，足の裏や爪などいつも刺激を受けている場所にできやすいことから，外から

の物理的な刺激も関係していると考えられている．メラノーマは表在拡大型黒色腫，

悪性黒子型黒色腫，末端黒子型黒色腫，結節型黒色腫の 4つのグループに分けるこ

とができる．

2.4 ヘマトキシリン・エオジン染色

光学顕微鏡を用いて病理組織学的診断を行うには，元来無色の細胞あるいは組織

に色彩を施し染色する必要がある．ヘマトキシリン・エオジン (HE)染色とは，細

胞および組織構造の光顕レベルでの全体像の把握を目的とする染色で，病理組織標

本の最も基本的かつ重要な染色法である．ヘマトキシリンには数種類あるが基本的

には細胞核を濃青紫色～藍色に，軟骨基質，粘液の一部，石灰化巣，微生物の一部，

好塩基質などを青紫色～淡青色に染まる．また，エオジンで細胞質，各種線維，赤

血球，好酸性物質，顆粒などを淡赤色～濃赤色に染まる．HE染色された細胞画像

の一例を図 2.3に示す．
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図 2.3: HE染色された病理画像

2.5 Convolutional Neural Network

Convolutional Neural Network(CNN)は画像認識や音声認識など様々なところで用

いられており，Deep Learningの登場以降，AlexNet[7]，GoogLeNet[11]，ResNet[12]

などの高精度な手法はすべてCNNベースのモデルとなっている．CNNの構成を図

2.4に示す．

図 2.4: CNNの基本構造 (文献 [13]から引用)

CNNはニューラルネットワークのようにレイヤを組み合わせて構成することがで

きる．CNNの場合，畳み込み層 (Convolution layer)，プーリング層 (Pooling layer)，

全結合層 (Fully connected layer：FC)で構成されている．

2.5.1 畳み込み層

畳み込みの仕組みを図 2.5に示す．
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図 2.5: 畳み込みの仕組み

CNN を構成する層の一つである畳み込み層はグレースケール画像である場合，

Feed-Forwardは式 (2.1)で表すことができる．

a
(k)
ij =

m−1∑
s=0

n−1∑
t=0

w
(k)
st x(i+s)(j+t) + b(k) (2.1)

ここで，m，nはカーネル (畳み込みフィルタ)のサイズ，kはカーネルのインデッ

クス番号，xは入力画像データ，a(k)は畳み込み層を通した後の 2次元データ，w(k)

はカーネル，b(k)はバイアスを表している．

次に，Backward (Backpropagation)について考える．学習するべきモデルのパラ

メータはw(k)および b(k)であるため，誤差関数をEで表すとすると，それぞれの勾

配は式 (2.2)(2.3)のようになる．M，N は入力画像のサイズである．

∂E

∂w
(k)
st

=
M−m∑
i=0

N−n∑
j=0

∂E

∂a
(k)
ij

∂a
(k)
ij

∂w
(k)
st

=
M−m∑
i=0

N−n∑
j=0

∂E

∂a
(k)
ij

x(i+s)(j+t) (2.2)
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∂E

∂b(k)
=

M−m∑
i=0

N−n∑
j=0

∂E

∂a
(k)
ij

∂a
(k)
ij

∂b(k)

=
M−m∑
i=0

N−n∑
j=0

∂E

∂a
(k)
ij

(2.3)

ここで，Backpropagationの誤差は式 (2.4)で表される．

δ
(k)
ij :=

∂E

∂a
(k)
ij

(2.4)

式 (2.4)は前の層から逆伝播してきているのでモデルパラメータを更新することが

できる．畳み込み層ではこれらの処理によって更新されたパラメータによって，入

力画像に対してフィルタリングが行われ目的のタスクに適した特徴が自動的に抽出

される．

活性化関数

CNNでは，シグモイド関数や tanh関数を用いるよりもReLU関数 (Rectified Linear

Unit function)[14]を用いることが多い．Feed-ForwordではReLU関数は式 (2.5)で

表される．

aij = ReLU(xij) = max(0, xij) (2.5)

また，Backpropagationでは式 (2.6)のように表される．

∂E

∂xij

=

 ∂E
∂aij
　 ifaij ≥ 0

0　　 ottherwise
(2.6)

活性化関数としてReLU関数がよく用いられる理由として勾配消失問題の回避が

可能，学習収束が速いという点が挙げられる．畳み込みを行った後の出力に対して
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活性化関数を適応したときの出力が最終的な畳み込み層の出力となり，次の層の入

力となる．ReLU関数のグラフを図 2.6に示す．

図 2.6: ReLU関数のグラフ

2.5.2 プーリング層

プーリングには対象領域内から最大値を取るMax poolingと対象領域内から平均

値を取るAverage poolingがある．画像認識の分野においては主にMax poolingが使

われているため本稿ではプーリング層はMax poolingとする．プーリング層では学

習するパラメータを持っていないため，Feed-Forward，Backpropagationともに各

処理を行い，前後の層と繋げるのみである．Feed-Forwardについての式を式 (2.7)，

Backpropagationについての式を式 (2.8)に示す．lはフィルタサイズである．

aij = max(x(li+s)(lj+t)) where s ∈ [0, l]，t ∈ [0, l] (2.7)

∂E

∂x(li+s)(lj+t)

=

 ∂E
∂aij
　 if aij = x(li+s)(lj+t)

0　　 ottherwise
(2.8)

プーリング層では入力データをより扱いやすい形に変形させるため，情報を圧縮し，

Down samplingしている．この処理によって抽出された特徴の微小な位置変化に対
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して頑健となり，過学習を抑制し，計算コストを抑えることができる．Max pooling

の例を図 2.7に示す．

図 2.7: Max poolingの例

図 2.6の例では 2× 2のサイズで画素値を見て各領域から最大値である 3，9，4，6

の値を取り出してDown samplingを行っている．

2.5.3 全結合層

全結合層は，畳み込み層とプーリング層から取り出された特徴部分の画像データ

を一つのノードに結合し，活性化関数によって変換された特徴ベクトルを出力する．

また、ノードの数を増やすと特徴空間の分割数が比例して増加し，各領域を特徴づ

ける特徴変数が増加する．全結合層の構成を式 (2.9)，図 2.8に示す．ここで，Xは

入力，W は各ノードとの結合重み，bはバイアス，iは画素数，jはノード数を表す．

hj = f(W T
x + bj) (2.9)
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図 2.8: 全結合層の構成

2.6 U-Net

U-Net[9]は画像のセグメンテーションに特化したモデルである．特に医療画像に

強みを持っており，ISBI2015における「Grand Challenge for Computer-Automated

Detection of Caries in Bitewing Radiography」と「Cell Tracking Challenge」で優

勝している．U-Netの構造を図 2.9に示す．

図 2.9の左側の下向きパスは，畳み込み層とプーリング層により，深い層ほど特徴

が局所的で位置情報が曖昧になり，浅い層ほど特徴は全体的で位置情報は正確にな

る．一方，図 2.9の右側の上向きパスは畳み込み層とアップサンプリングにより，特

徴を保持したまま画像を大きく復元することが可能である．また，左側で使用した

画像情報を右側にコピーし結合させることで，より精度の高いピクセル単位でのセ

グメンテーションが可能になる．
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図 2.9: U-Netの構造 (文献 [9]から引用)

2.7 VGG16

VGG16[10]は，ILSVRC2014で準優勝したモデルである．畳み込み層とプーリン

グ層から構成されているシンプルな CNNモデルであるが畳み込み層と全結合層の

重みのある層を 16重ねている．また，畳み込み層のフィルタサイズが全て 3× 3に

なっており，それをプーリング層でサイズを半分にするというのを繰り返し行う構

造が特徴である．この特徴により，大きいフィルタで画像を一気に畳み込むよりも

小さいフィルタを何個も畳み込むことで特徴量をより良く抽出できる．VGG16の構

造を図 2.10に示す．
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図 2.10: VGG16の構造

2.8 Fine-tuning

規模の小さいデータセットを用いたディープラーニングに関して効果的な学習方

法としてよく使用される方法として，学習済みネットワークを使用するFine-tuning

がある．学習済みネットワークとは，1000種類のクラスで 120万個のラベル付き画

像がある ImageNetのような大規模なデータセットで学習した重みを保存したネット

ワークである．Fine-tuningはベースとなるネットワークの特徴を得る層を別の問題

に適用できるように新しく作り直して学習させる方法である．一般的には，全結合

層を新たに学習する場合と特徴を得る層まで学習する場合がある．本研究では，後

者の特徴を得る層まで新しく学習する方法を用いている．

2.9 Data Augmentation

Deep Learningは，学習時に最適化するパラメータ数が多いため，数千枚，数万枚

といった学習データが必要と言われている．しかし，データの取得が限られる医療画

像など，十分な量の学習データを用意できないことが多々ある．Data Augmentation



第 2章 背景知識 15

とは，学習データの画像に対して平行移動，拡大縮小，回転，ノイズの付与などの

処理を加えることで，データ数を人為的に増強する手法である．

2.10 交差検証

学習モデルの汎用性を示すために，学習データとテストデータを用意する必要が

ある．しかし，データ数が少ないと，テストデータの選び方によって，精度に大き

な誤差が発生してしまう可能性がある．そのような時に交差検証が使われる．交差

検証の手順を以下に示す．また，交差検証の概略図を図 2.11に示す．

i データセットをK分割しK個のブロックを作成する

ii K個のブロックのうち 1個のブロックをテスト用のデータセットとし，残りのブ

ロックを学習用のデータセットとする

iii 学習用のデータセットで学習したモデルをテスト用のデータセットで評価する

iv ii.から iii.をK回繰り返し評価値の平均を出す

図 2.11: 交差検証の概略図
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第3章 細胞核の抽出および分類における提案
手法

本章では細胞核の抽出および分類の提案手法について記述する．提案手法では，医

療画像のセグメンテーション用のモデルであるU-Net[9]を用いて細胞核の抽出を行い

細胞核抽出画像の作成を行う．さらに，その画像からCNNモデルであるVGG16[10]

にFine-tuningを行い細胞核の分類を行う．以下に提案手法の流れを示す．また，概

要図を図 3.1に示す．

Step1 細胞画像およびマスク画像を用いて細胞核抽出用のモデルを学習する

Step2 細胞核抽出用のモデルを用いて細胞核抽出画像を作成する

Step3 正常細胞および癌細胞を用いて細胞核分類用のモデルを学習する

Step4 Step2で作成した細胞核抽出画像より細胞核分類用のモデルを用いて細胞核

の分類を行う

図 3.1: 提案手法の概要図

3.1 細胞核の抽出における提案手法

本節では，細胞核の抽出における提案手法について記述する．
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3.1.1 モデルの構造

本手法の細胞核抽出には，医療画像のセグメンテーション用のモデルであるU-Net

を用いた．本手法で用いるU-Netの構造を図 3.2に示す．

図 3.2: U-Netの構造

文献 [9]の U-Netの構造は入力サイズが 572 × 572で出力サイズが 388 × 388と

なっており，入力サイズよりも出力サイズが小さくなっている．しかし，本手法で

は 40× 40のパッチという小さい画像を作成し，学習用データセットとしている．そ

のため，U-Netにおける入力サイズも入力画像サイズに合わせ 40× 40としている．

さらに，細胞核の分類において出力された画像を使用する関係上出力サイズも入力

サイズと同様に 40×40としている．このように入力画像と出力画像が等しいモデル

のことを「Encoder-Decoderモデル」という．U-Netでは左半分の畳み込みの部分が

Encoderにあたり，右半分のUp-sampligの部分がDecoderにあたる．Up-sampling

は，畳み込みこまれた画像を畳み込む前の状態に戻す処理のことである．

出力層直前以外の畳み込み層において出力のサイズを落とさないようにパディン

グを行う．また，畳み込み層では過学習を防ぎ汎化性能を高めるためデータの大き

さに応じて 0に近づけて滑らかなモデルにするL2正則化 [15]を行う．さらに，本手
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法のU-Net全体で 50%の確率でDropout[16]を行う層を追加している．また，本手

法で使用するU-Netは学習用データセットとして扱うパッチ画像のサイズが 40× 40

と小さいため文献 [9]の構造よりも層が少なくなっている．

3.1.2 データセットの作成

本手法では細胞核抽出における学習用データセットとしてパッチ画像を作成する．

HE染色されたヒトのメラノーマ病理組織画像 60枚，遺伝子改変マウスに発症した

メラノーマ組織画像 20枚をグレースケール変換，ヒストグラム平坦化，ガンマ補

正を行ったそれぞれの画像よりパッチを作成し，学習用データセットとする．また，

同じ細胞画像 80枚のマスク画像からもパッチを作成する．パッチの枚数は 190, 000

枚，サイズは 40× 40である．図 3.3に細胞画像から作成したパッチの例，図 3.4に

マスク画像から作成したパッチの例を示す．

図 3.3: パッチ画像の作成 (実画像)
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図 3.4: パッチ画像の作成 (マスク)

3.1.3 抽出方法

本手法では画素ごとではなく検出ウィンドウを設けてそれを細胞画像に対してラ

スタスキャンを行い，検出ウィンドウから取得した画像を入力画像とする．検出ウィ

ンドウの大きさは学習用データセットであるパッチ画像に合わせて 40× 40px，抽出

間隔を 5pxとした．モデルに通した入力画像は細胞核が抽出された状態で出力され

る．それをラスタスキャンが全ての画素に対して終わるまで繰り返し，全ての結果

を統合し細胞画像の抽出結果画像を作成する．本手法の抽出方法を図 3.5に示す．

図 3.5: 抽出方法
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3.1.4 後処理

作成した細胞核抽出画像にはノイズが含まれている場合がある．そのため，細胞

核抽出画像には膨張処理や収縮処理を同じ回数行うモルフォロジー処理でノイズの

低減を行う．また，ラベリング処理を行い抽出細胞のなかで細胞核面積が 500未満

のものは細胞核分類を用いるには情報量が少ないと判断しノイズとして削除した．

3.2 細胞核の分類における提案手法

本節では，抽出された細胞核の分類における提案手法について記述する．

3.2.1 モデルの構造

本手法の細胞核分類には，CNNモデルであるVGG16を用いる．しかし，VGG16

は大規模データセットである ImageNetの画像分類用に作成されているため，そのま

までは使用できない．そこで，学習済みネットワークを利用するFine-tuningという

手法を用いてVGG16を細胞核分類用に拡張する．構築したモデルを図 3.6に示す．

図 3.6: 細胞核分類用に構築したモデル
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CNNでは浅い層でエッジやブロブなど汎用的な特徴が抽出されているのに対し，

深い層ほど学習データに特化した特徴が抽出される傾向がある．そこで，構築した

モデルでは 1～4番目のブロックをそのまま固定し ImageNetで学習された重みを使

用する．また，5番目のブロックと全結合層を再学習し細胞核分類用に再調整する．

本手法で構築したモデルの全ての conv層には，過学習を防ぎ汎化性能を高めるた

め特定のデータの重みを 0にする事で不要なデータを削除する L1正則化 [17]，デー

タの大きさに応じて 0に近づけて滑らかなモデルにする L2正則化を行う．

3.2.2 データセットの作成

癌化した細胞核の判断指標として「核異形度」「核小体」「N/C比」がある．本研

究で扱う細胞画像の中には重複している細胞や細胞同士の距離が近いものあること

から「N/C比」を癌細胞の判断指標として扱うのは困難であると言える．そこで，

目視で確認できる「核異形度」「核小体」を癌細胞の判断指標として分類用のデータ

セットを構築する．

肺がん，大腸がん，乳がんなど癌には様々な種類があり，特徴や発生の原因はそ

れぞれ異なる．そこで，本研究では分類対象を皮膚がんの一種であるメラノーマと

した．メラノーマの病理画像から核異形度が比較的大きい細胞核と核小体が明瞭ま

たは複数個存在する細胞核を癌細胞，黒子などの良性腫瘍の画像から核異形度が比

較的小さい細胞核と核小体が不明瞭または一個存在する細胞核を正常細胞とラベル

付けを行い，分類用データセットを構築した．図 3.7に作成したデータセットの一

部を示す．なお、本研究では正常細胞とラベル付けされた細胞核画像 77枚，癌細胞

とラベル付けされた細胞核画像 98枚をデータセットとして扱った．
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(a) 正常細胞とラベル付けされた細胞核 (b) 癌細胞とラベル付けされた細胞核

図 3.7: 分類用データセットの一例

3.2.3 細胞核分類の処理手順

細胞核の分類における処理手順を以下に示す．また，分類手法の概要を図 3.8に

示す．

Step1 抽出した細胞核にラベリング処理を行う

Step2 細胞核領域を矩形化する

Step3 矩形化された細胞核画像を入力画像として学習させる

Step4 出力された結果より正常細胞か癌細胞に分類する

図 3.8: 分類手法の概要
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第4章 細胞核の抽出および分類実験

本章では提案手法の有効性を検証するために細胞核の抽出および分類実験を行う．

4.1 細胞核の抽出実験

本節では提案手法を用いた細胞核の抽出実験を行い，提案手法の有効性を示す．

4.1.1 モデルの評価実験

抽出用モデルの汎用性を確認するため評価実験を行った．評価は 10分割交差検証

で抽出用モデル評価した．データセットはヒトのメラノーマ病理組織画像 60枚，遺

伝子改変マウスに発症したメラノーマ組織画像 20枚の計 80枚使用する．80枚のう

ち 9割を学習，1割をテストとし，学習用データはパッチ画像を 190, 000枚作成する．

比較対象として文献 [6]を用いた．評価方法として，細胞核と抽出されたもののうち

実際に細胞核である割合を示すPrecision，抽出された細胞核のうち正しく細胞核と

して抽出された割合を示すRecall，PrecisionとRecallの調和平均を示すF-measure

をそれぞれ式 (4.1)(4.2)(4.3)より求めた．

Precision =
TP

TP + FP
(4.1)

Recall =
TP

TP + FN
(4.2)

F −measure =
2・Precision・Recall

Precision+Recall
(4.3)

ここで，ここで，TPは細胞核を細胞核として抽出した場合に加算され，FPは非

細胞核を細胞核として抽出し場合に加算される．FNは細胞核を非細胞核として抽
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出した場合に加算される．提案手法の 10分割交差検証の評価結果を表 4.1，文献 [6]

と表 4.1の精度評価をまとめたものを表 4.2に示す．

表 4.1: 抽出結果 (提案手法)[%]

K Precision Recall F-measure

1 76.7 80.2 78.3

2 76.2 81.5 78.7

3 50.5 67.5 57.0

4 35.3 93.8 51.1

5 57.8 77.7 65.4

6 55.0 80.9 65.2

7 85.2 72.0 77.8

8 86.5 77.9 81.8

9 76.2 80.4 78.1

10 89.1 68.6 77.2

Average 69.9 78.1 71.1

表 4.2: 精度評価のまとめ [%]

Precision Recall F-measure

文献 [6] 75.7 40.1 50.1

提案手法 69.9 78.1 71.1

表 4.2より，Recallと F-measureの評価値が提案手法の方が高いことがわかる．

Precisionは，文献 [6]の方が高い結果となったが細胞核抽出において抽出漏れが少

ないことが重要視されることが考えられるためRecallの評価値が高い提案手法のモ

デルの汎用性が確認できる．

4.1.2 病理画像を用いた抽出実験

細胞核抽出における提案手法の有効性を検証するため，実際のHE染色された細

胞画像に対して，細胞核が抽出できるかどうか実験を行った．実験に用いる画像を
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図 4.1に示す．なお，この実験で使用する画像は，中部大学実験動物教育センター

が採取したマウスの腎臓の細胞使用し，画像のサイズは 1920× 1440である．

(a) 細胞画像 1 (b) 細胞画像 2

図 4.1: 実験で使用する細胞画像

実験結果

正解画像，文献 [6]，提案手法によって作成された細胞核抽出画像を図 4.2，4.4に

示す．また，抽出結果を切り取った一部を図 4.3，4.5に示す．なお，正解画像は目

視で抽出を行ったものであり，図 4.2a，4.4aの緑色の画素は細胞核を示し，他色の

画素は重複した細胞を示している．
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(a) 正解画像

(b) 文献 [6]の抽出結果 (c) 提案手法の抽出結果

図 4.2: 細胞画像 1の結果

(a) 正解画像 (一部) (b) 文献 [6]の抽出結果 (一部) (c) 提案手法の抽出結果 (一部)

図 4.3: 細胞画像 1の結果 (一部)
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(a) 正解画像

(b) 文献 [6]の抽出結果 (c) 提案手法の抽出結果

図 4.4: 細胞画像 2の結果

(a) 正解画像 (一部) (b) 文献 [6]の抽出結果 (一部) (c) 提案手法の抽出結果 (一部)

図 4.5: 細胞画像 2の結果 (一部)
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精度評価

提案手法の有効性を確認するため精度評価を行った．抽出結果の評価方法は 4.1.1

節と同じ方法で精度評価を行った．細胞画像それぞれに対する提案手法と文献 [6]に

おける精度評価を表 4.3，4.4に示す．

表 4.3: 精度評価 1[%]

細胞画像 1 Precision Recall F-measure

文献 [6] 83.5 63.0 71.8

提案手法 75.2 84.5 79.6

表 4.4: 精度評価 2

細胞画像 2 Precision Recall F-measure

文献 [6] 77.8 75.4 76.6

提案手法 71.0 88.7 78.9

表 4.3，4.4より Precisionの精度が落ちてしまったが，Recall，F-measureは提案

手法の方が精度の良い結果になった．特に提案手法のRecallの値に関しては 80%以

上と高い値であることが確認でき，抽出漏れが少ないことを表している．細胞核の

抽出において，過検出よりも抽出漏れを少なくすることが重要であると考えられる．

また，細胞核の分類をすることを考えると，細胞の見逃しが原因で患者に不利益な

状況につながってしまうことも考えられるため，抽出漏れが少ない本手法の有効性

が確認できる．

4.2 細胞核の分類実験

本節では前節の結果より提案手法を用いた細胞核の分類実験を行い，提案手法の

有効性を示す．
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4.2.1 モデルの評価実験

分類用モデルの汎用性を確認するため評価実験を行った．評価は 10分割交差検

証で分類用モデルの評価を行う．データセットは正常細胞とラベル付けされた細胞

核画像 77枚，癌細胞とラベル付けされた細胞核画像 98枚の計 175枚使用する．ま

た，学習する前にトレーニングデータは回転，左右上下反転，鮮鋭化を加えるData

Augmentationを行いトレーニングデータを 8倍に増強する．比較対象として文献

[8]を用いた．10分割交差検証のK回目のトレーニング用画像枚数，テスト用画像

枚数をそれぞれ表 4.5，4.6に示す．

表 4.5: 10分割交差検証のトレーニング用画像の枚数

K 1 2 3 4 5 6 7 8 9 10

正常細胞 69 69 69 69 69 69 70 70 70 70

癌細胞 88 88 88 88 88 88 88 88 89 89

合計 157 157 157 157 157 157 158 158 159 159

表 4.6: 10分割交差検証のテスト用画像の枚数

K 1 2 3 4 5 6 7 8 9 10

正常細胞 8 8 8 8 8 8 7 7 7 7

癌細胞 10 10 10 10 10 10 10 10 9 9

合計 18 18 18 18 18 18 17 17 16 16

精度評価としてデータを正しく分類できた割合を示すAccracyを求めた．ここで，

正常細胞を正常細胞と分類したものをTP，正常細胞を癌細胞と分類したものをFN，

癌細胞を正常細胞と分類したものをFP，癌細胞を癌細胞と分類したものをTNとす

る．Accracyの式を式 (4.4)に示す．

Accracy =
TP + TN

TP + FN + FP + TN
(4.4)

提案手法における 10分割交差検証の結果を表 4.7に示す．また，文献 [8]と表 4.7

のAccracyをまとめたものを表 4.8に示す．



第 4章 細胞核の抽出および分類実験 30

表 4.7: 分類結果 (提案手法)

K TP FP FN TN Accuracy[%]

1 5 2 3 8 72.2

2 8 2 0 8 88.9

3 7 2 1 8 83.3

4 8 0 0 10 100

5 8 1 0 9 94.4

6 7 1 1 9 88.9

7 8 1 0 9 94.4

8 7 2 0 8 88.2

9 6 1 1 8 87.5

10 7 3 0 6 81.3

Average 87.9

表 4.8: Accracyのまとめ

Accracy[%]

文献 [8] 83.6

提案手法 87.9
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表 4.8より提案手法の方がAccracyが高いことがわかる．したがって，提案手法に

おけるモデルの汎用性が確認できた．

4.2.2 病理画像を用いた分類実験

本実験には，患者から採取した皮膚組織をHE染色した病理画像に対して，病理

専門医がメラノーマかどうかを診断したもの使用する．メラノーマの判定には「良

性」「悪性」「転移」の 3種類ある．「良性」は良性腫瘍と診断されたもの，「悪性」は

悪性腫瘍と診断されたもの，「転移」はメラノーマが他の組織に転移したもので，悪

性と診断されている．また，使用するHE染色された細胞画像は光学顕微鏡によっ

て高倍率で撮影されたものを使用し，サイズは 1920× 1440である．

実際の細胞診において，細胞核単位で診断したときに悪性の細胞核が一定上存在

したら悪性であるというような明確な判断基準は確立されていない．しかし，本実

験で分類対象となってるメラノーマは特性上細胞画像内の数で判断してもよいとさ

れている．そこで，本手法の分類基準として抽出された細胞核全体をみて良性と判

断された細胞核が多ければ正常，そうでなければ癌とする．実験では，「良性」とラ

ベル付けされている画像に対して正常と分類，「悪性」「転移」とラベル付けされて

いる画像に対して癌と分類された場合に正しく分類されているとする．

本実験で使用する病理画像には細胞核が数千個ほど点在しているので細胞核を一

つ一つ分類していくと時間がかかってしまう．そこで，本実験では病理画像と病理

画像を 16等分した切片画像の 2種類に対して分類を行うことで，病理画像の一部を

切り取った場合でも正しく分類できるかの検証を行った．

切片画像に対する分類実験

良性とラベル付けされた画像 10枚，悪性とラベル付けされた画像 20枚，転移と

ラベル付けされた画像 10枚の計 40枚の切片画像に対して分類実験を行った．実験

に用いたそれぞれの細胞画像と分類結果の一部を図 4.6，4.7，4.8に示す．また，分

類結果の画像内における青い領域は正常と分類された細胞核，赤い領域は癌と分類

された細胞核を表している．
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(a) 細胞画像 (b) 分類結果

図 4.6: 良性とラベル付けされた切片画像例

(a) 細胞画像 (b) 分類結果

図 4.7: 悪性とラベル付けされた切片画像例
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(a) 細胞画像 (b) 分類結果

図 4.8: 転移とラベル付けされた切片画像例

各ラベルの画像に対して，正常と分類した細胞核数，悪性と分類した細胞核数，ラ

ベル毎の正答率，全体の正答率を表 4.9に示す．また，比較対象として文献 [8]の結

果を表 4.10に示す．

表 4.9: 切片画像に対する分類結果 (提案手法)

ラベル 正常分類数 悪性分類数 正答率 全体の正答率

良性 10 0 1.0

0.88悪性 5 15 0.75

転移 0 10 1.0

表 4.10: 切片画像に対する分類結果 (文献 [8])

ラベル 正常分類数 悪性分類数 正答率 全体の正答率

良性 9 1 0.9

0.78悪性 8 12 0.6

転移 0 10 1.0

表 4.9を見ると，分類全体の正答率が 8割を超えている．また，表 4.10の従来手法

の精度よりも全てのラベルにおいて高いことが確認できる．特に，良性と転移とラ
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ベル付けされている画像は正確に分類できている．さらに，悪性とラベル付けされ

ている画像は従来手法よりも誤分類している画像が少ないことがわかる．以上のこ

とから従来手法よりも提案手法の有効性が確認できる．しかし，以前として悪性と

ラベル付けされている画像に関しては正常と分類してしまっているものもある，原

因としては，悪性は正常細胞と癌細胞が入り混じっているものであるため癌細胞を

正常細胞として誤分類してしまっていることが考えられる．

病理画像全体に対する分類実験

良性とラベル付けされた画像 2枚，悪性とラベル付けされた画像 2枚，転移とラ

ベル付けされた画像 2枚の計 6枚の病理画像全体に対して分類実験を行った．実験

に用いたそれぞれの病理画像の一部を図 4.9，4.10，4.11に示す．実験の評価では，

正常と分類された細胞核数，癌と分類された細胞核数のみ評価を行い，正常細胞と

分類された細胞核が多い場合は正常，癌細胞と分類された細胞核が多い場合は癌と

する．実験の結果を表 4.11に示す．また，比較対象である文献 [8]の結果を表 4.12

に示す．

図 4.9: 良性腫瘍の病理画像全体
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図 4.10: 悪性腫瘍の病理画像全体

図 4.11: 転移腫瘍の病理画像全体
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表 4.11: 病理画像に対する分類結果

ラベル 番号 正常細胞核数 癌細胞核数 分類結果

良性 1 1807 1038 正常

2 2264 1723 正常

悪性 1 1414 1422 癌

2 1886 1979 癌

転移 1 1785 2475 癌

2 1588 1761 癌

表 4.12: 病理画像に対する分類結果 (文献 [8])

ラベル 番号 正常細胞核数 悪性細胞核数 分類結果

良性 1 1363 998 正常

2 1557 742 正常

悪性 1 1021 934 正常

2 754 933 癌

転移 1 412 1901 癌

2 383 1943 癌

表 4.11を見ると，病理画像においても切片画像の実験と同様に良性と転移は分類

結果が明確になっていることが確認できる．悪性に関しては切片画像での実験では

誤分類してしまっているものがあったが病理画像全体で見るとしっかりと分類でき

ている．また，表 4.12の従来手法の正常と誤分類している病理画像でも提案手法で

は癌と分類できていることがわかる．以上より，病理画像全体においても提案手法

の有効性が確認できる．

本研究ではメラノーマを分類対象としており，メラノーマの特性上病理画像内で

の正常細胞と癌細胞の数で癌であるか否かを判断している．しかし，癌には様々な

種類があるため，その判断基準が使えるとは限らない．そこで，今後は癌のステー
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ジ (進行度)を考慮した分類を加えることで．より分かりやすい分類ができると考え

る．癌にはステージというものがあり，ステージ 0～ステージ IVの 5段階に分けら

れている．ステージごとの特徴を学習させ，細胞核が抽出された画像を学習したモ

デルに入れることでその画像のステージがわかり，より詳しく分類され様々な癌へ

適用できると考えられる．
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第5章 おわりに

本論文では，2種類のCNNモデルを用いた細胞核の抽出と分類を行う手法を提案

した．

抽出においては，小さいパッチ画像を学習用データセットとするU-Netを用いて

細胞核抽出画像の作成を行った．実験結果から誤抽出および従来手法よりも抽出漏

れが少ない結果となり，本手法の有効性が確認できた．

分類においては，CNNモデルのVGG16に学習済みネットワークを使用し新しい

モデルを作成する手法である Fine-tuningを行い，細胞核分類用にモデルを作成し

た．皮膚がんの一種であるメラノーマに対して細胞核抽出画像を作成し，抽出され

た細胞より正常細胞か癌細胞の分類を行った．実験結果から従来手法よりも正答率

が向上している結果となり，本手法の有効性が確認できた．

今後の課題として細胞核抽出の分野では，重複している細胞を分離する手法の提

案，抽出漏れや誤抽出をなくすためにデータセットの見直し，更なる精度向上など

が挙げられる．細胞核分類の分野では，癌のステージを考慮した分類手法の提案，メ

ラノーマ以外の癌に対しての分類手法の提案などが挙げられる．
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