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第1章 はじめに

ブレインマシンインタフェース (BMI)とは脳と機械をつなぐ技術のことである．
BMIには、脳活動を読み取ることで考えていることを機械に伝える技術や，五感の
ような外界を知覚するための感覚機能を介さずに機械からの情報を直接脳へと伝え
る技術がある。例えば，ネイサン・コープランドは実際に BMIの技術を利用して
いる [1]．コープランドは，脳に埋め込まれた電極で読み取った脳情報からゲームの
キャラクターを操作する実験やロボットアームを操作する実験に参加している．ま
た，電極のいくつかは感覚野に埋め込まれており，目隠しをした状態でロボットアー
ムの指先が何かに触れたことを感じられる．触れた指を当てる実験で，コープラン
ドの正答率は 84%であった．
ところで，BMIは侵襲型と非侵襲型の 2種類に分けらえる．コープランドの使用
しているBMIは侵襲型である．侵襲型BMIは高精度な脳信号を取得できるが，手
術を行う必要があることや感染症の可能性などもある [2]．一方，非侵襲型 BMIは
侵襲型と同等の精度の脳信号を取得するには大掛かりな計測装置が必要だが，手術
の必要はなく安全性が高い．そのため，侵襲型BMIについての研究よりも非侵襲型
BMIについての研究が盛んに行われている．非侵襲型の脳信号の測定には機能的磁
気共鳴画像法 (fMRI)や脳波計 (EEG)などが利用される．fMRIでは，被験者の実行
課題の周期と，血液動態分布の変化に伴い発生するMRI画像の信号強度の変化との
相関性を探し出し，それを脳活動を間接的に表現するものとして測定する [3]．fMRI

を利用したBMIの研究では，人間が何らかの対象を実際に見ているときの脳活動や，
実際には見ずにその対象を思い浮かべているときの脳活動を測定し，機械学習によ
りその脳活動から対象の画像を生成する試みが行われている [4]．一方，EEGでは頭
皮上に設置した電極により脳波，すなわち脳内で情報を伝達する際に生じる微小な
電気を記録する．脳波を利用したBMIの研究では，ドローンを脳波により操作する
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研究 [5]や，脳波から集中状態かリラックス状態かを判定しその状態に即した情報を
携帯端末上に推薦するシステムの研究 [6]が行われている．近年では，時間的分解能
も高く，また小型で可搬性に優れた脳波計測機が開発されており，脳波を利用した
BMIの研究が盛んに行われている．また，Schirmeisterらの研究 [7]によってニュー
ラルネットワークの一種である CNNでも従来の脳波解読技術である FBCSP[8]と
同等の高い精度で脳波を解読できることが示された．自動的に特徴選択を行うこと
ができるニューラルネットワークを利用した脳波分類の手法に注目が集まるように
なった．
BMIの活用方法には，障がい者のための義手や義足などの身体能力を補うことを
目的とした利用や，障がいを持たない健常者のための身体能力の拡張を目的とした
利用が考えられる．義手に関する研究では，グーチョキパーの 3種類の運動を行う
際の皮質脳波を計測した上で，どの運動をいつ行っているのか推定してリアルタイ
ムに電動義手を制御する試みが行われている [9]．身体能力の拡張については，生来
の 2つの手のサポートや，生来の手とは別の作業を行うのに用いられる第 3の手の
研究が行われている．例えば，顔の方向によって操作を行う第 3の手の研究 [10]や
足の動きに連動して第 3の手を操作する研究 [11]が行われている．しかし，BMIで
第 3の手を思い通りに操作することは難しい．その理由として，3つ目の手という
本来は人間にはない部分についての動作を想像しなければならないことや，両腕を
動かすことで生じる脳活動と区別する必要があることが挙げられる．
株式会社国際電気通信基礎技術研究所 (ATR) は，実験参加者が両手を利用するタ
スクを行いながら，参加者の左横に設置されたロボットアームを脳波によるBMIで
操作する実験を行った [12]．ロボットアームは図 1.1のように，肩からもう 1つ腕が
出ているように椅子に固定されている．実験参加者は 4か所にマークの付いた板を
両手で持ち，板の上にあるボールを 4か所のマークを順番に通るように板を動かしな
がら，その作業中にペットボトルが差し出されたときにはロボットアームでペット
ボトルをつかみ，またペットボトルをロボットアームから外されたときにはロボッ
トアームを下げるように脳波で操作するように指示された (図 1.2) ．ロボットアー
ムでペットボトルをつかみ，ロボットアームを下げるまでの一連の動作を実行でき
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た場合を実験成功とみなし，それ以外の場合は失敗とした．実験の結果は，うまく
操作できる群 (8名，平均成功率 85.0%) と，うまく操作できない群 (7名，平均成功
率 52.5%) に明確に分かれた．この結果の要因にはマルチタスク能力が関わってい
ると考えられるとATRは述べている．この研究から，両腕を動かしながら脳波によ
るBMIで第 3の腕に指示を与えられる可能性が示されたが，第 3の手と生来の手を
脳波のみで独立して使い分けることができるとは言えない．
そこで当研究室では，生来の手と第 3の手の脳波を分類できるのか検証する実験を
行った [13]．ATRの行った実験ではマルチタスクが実験結果に影響を与えていたた
め，当研究室の実験では単一課題実行実験時の脳波を計測することで脳波と関係の
ない要素が関与しないようにした．生来の右手と左手，そして第 3の手の 3つのう
ち 1つの手だけを握るという単一課題を行った際の脳波を計測し，CNNで学習を行
い分類精度を算出した．また，第 3の手の位置が右側にある場合と左側にある場合
の 2種類で実験を行い，利き手と第 3の手の左右の違いとの関係についても分類精
度による検証を行った．その結果，第 3の手の左右の違いによる分類精度の違いは
ほとんどなく，生来の右手と左手の正答率はともに約 75%，第 3の手の正答率は約
90%であった．右手と左手の分類精度はほとんど同じであるのに対し第 3の手の分
類精度は生来の手の分類精度よりも明らかに高いという結果が得られた要因として，
実際の手とそうでない手で分けられて分類精度が高くなった可能性が考えられた．
そこで，本研究ではどれか 1つの手を握る単一課題実行実験を，第 3の手が右側
と左側の両方にある場合と，第 3の手は 1つのまま想像の手を加えた場合で行った．
まず第 3の手という言葉は，「第三者」のように相対する関係にある 2つ以外の，あ
るいは物事に無関係な，新たな別の手，すなわち生来の左右の手に加えられた 3つ
目の手を指している．しかし，第 3の手が左右に計 2つあると，片方は 4つ目の手
と捉えることもできるため，以下では状況に応じて付加手と呼ぶ．また想像の手と
は，生来の手を握る動作を想像するが実際には動かさない頭の中だけの手と定義す
る．付加手は最終的にはロボットアームなどを想定しているのに対して，想像の手
はメタバース利用時のメタバース内の自身の手 (ただし生来の手は動かさない) を想
定している．第 3の手を 2つに増やしたり，想像の手という新たな選択肢を増やす
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ことで，第 3の手に対する単純な相反関係が生まれない状況を作り出し，前述の研
究結果での「実際の手か否か分類しただけ」という疑念を解決し，第 3の手と生来
の手を脳波のみで分類できるか否か調査する．実験では，まず脳波データを計測し
て，その一部のデータを用いて学習をする．その後，他のデータにより実際に分類
を行うことで分類精度を調査する．第 2章では，付加手が右側と左側の両方にある
ことを想定した実験について述べる．計測した脳波データを，右付加手と左付加手，
右生来手での 3クラスに分類することと，右付加手と左付加手，左生来手での 3ク
ラスに分類することを試みる．第 3章では，想像手という新たな選択肢を増やした
実験について述べる．付加手は右付加手のみ (すなわち左付加手はない) の状況を想
定して，右生来手，右想像手，右付加手の 3つの手についての脳波を計測する．ま
ずこれら 3つの手についての脳波を同時に学習し 3クラスに分類する．またいずれ
か 1つの手のデータを学習データから除外して 2クラス分類として学習を行った上
で，3つの手に対して 3通りの分類を行う．前者と合わせて合計 4通りの分類を行う
ことで，それぞれの類似性を調査し，分類精度について考察する．最後に第 4章で
は，第 2章と第 3章での結果と考察を交えて今後の目標について述べる．
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図 1.1: ATRのロボットアーム [12]

図 1.2: ATRの第 3の手実験の様子 [12]
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第2章 付加手が右側と左側にある場合の
CNNによる脳波分類精度

2.1 実験概要
付加手が右側と左側にあることを想定して実験を行った (実験 1)．実験では，右
付加手，左付加手，右生来手，左生来手の合計 4つの手のうちランダムにどれか 1つ
の手を握る動作を想起したとき，または実際に行ったときの脳波を計測した．その
上で，計測した脳波データをCNNで学習し，分類精度についての調査を行った．脳
波の計測には，Emotiv EPOC Flex Gel Kit (以下, EPOC Flex と呼ぶ) を利用した
(図 2.1)[14]．EPOC Flex は，基準電極 2つを含む 34個の電極があり，内部サンプ
リングレートは 1024Hz で, 128Hz にダウンサンプリングされたデータを取得する
ことができる．Epoc Flex キャップ (図 2.2)に導電性ジェルを塗布した電極を固定
し，このキャップをかぶることで頭全体を電極がカバーするようにして脳波の計測
を行った．電極は図 2.3のように配置しており，国際 10-20法に従い，TP9, TP10 に
基準電極，Cz, Fz, Fp1, F7, F3, FC1, C3, FC5, FT9, T7, CP5, CP1, P3, P7, PO9,

O1, Pz, Oz, O2, PO10, P8, P4, CP2, CP6, T8, C4, FC2, FC6, FT10, F8, F4, Fp2

に電極を配置した．導電性ジェルは Weaver 社の Ten20 を使用した．脳波計のコン
トローラーはEpoc Flex キャップの lz の位置にあるコントローラー固定用のポケッ
トに収納した．
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図 2.1: Epoc Flex[14]

図 2.2: EPOC Flex キャップ [15]
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図 2.3: 電極の位置 [15]
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2.2 実験方法
実験参加者には画面に表示される画像によって実行する単一課題を指示する．ま
ず，start ボタンを押すと図 2.4のように 4つの手が画面に表示される．ここで，表
示されている画像では青色の手が付加手を表しており，もう一方の色の手が生来の
手を表している．次に，図 2.5のようにランダムでどれか 1つの手の上にランプが
点灯する．その後，ビープ音が鳴ると図 2.6のようにランプの点灯した手を握る動
作が表示されるので，ランプの点灯した手が付加手の場合は握る動作を想起し，生
来の手の場合は実際に握る．ビープ音が鳴ってから 3秒間の脳波を計測する．
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図 2.4: 実験 1の開始時の画面

図 2.5: 実験 1のランプ点灯時の画面

図 2.6: 実験 1の手を握った時の画面
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2.3 データセット
実験参加者は 22歳の利き手が右の男性 1名である．実験参加者は，右付加手，左
付加手，右生来手，左生来手合計 4つの手を握る動作を行う．手を握る 1試行におい
て 3秒間の脳波計測を行う．これを各手に対して 375試行ずつ行う．このうち各 300

試行ずつ，合計 1200試行の脳波データはCNNの学習に利用する．残りの各 75試行
ずつ，合計 300試行の脳波データは分類精度を調査するためのテストに利用する．

2.4 分類方法
脳波計測は右付加手，左付加手，右生来手，左生来手の 4つの手がある状況を想
定して行ったが，分類，すなわちCNNの学習と学習後の分類器のテストは，右付加
手，左付加手，右生来手の 3クラスの場合と，右付加手，左付加手，左生来手の 3ク
ラスの場合の 2つの組み合わせで行った．予備実験において，4クラス分類では 3ク
ラス分類よりも精度が低くなる傾向がみられたため，様々なパターンでの精度の違
いの比較調査が難しくなることを懸念した．また，生来の手が右手か左手かで分類
精度に違いがあらわれる可能性を考慮した．脳波は 3クラスに分類するが，脳波の
計測は 4クラスで行った．生来の手は常に両手とも体についているものであり，画
面への表示の有無による単一課題実行時の脳波への影響はあまりないと考えたため
である．

2.5 CNNの学習
前処理として，CNNの入力信号の長さに合わせて学習用脳波データをクロップし
た．クロップとは，入力のサイズよりも大きいサイズのデータを入力のサイズに合
わせて切り抜くことであり，切り抜く時間や場所を変えることで複数のデータとし
て扱うことができるためデータの水増し手法としても使われる．Howardの研究 [16]

により，画像分類タスクにおいてクロップの有用性が確認されてから，主に画像認
識分野で一般的なデータ拡張手法として用いられるようになった．Schirmeisterら
の研究 [7]によって，クロップはEEGデータに対しても有用であることが確認され
ているため，本研究でも学習用脳波データにクロップを適用した．クロップは適度
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に適用すると過学習を抑制する効果があるが，過剰に適用すると過学習に陥ること
がある．これは，データ拡張を行うことで元データに強く現れている特徴をより強
く学習してしまうからである．そこで，当研究室の太田貴士の研究 [17]で行われた
比較実験を参考に，CNNの入力信号の長さを 256，クロップ時のステップ幅を 80

に設定した．クロップ適用後の学習用脳波データ数は，生来の手として右手を採用
した場合が 1493，左手を採用した場合が 1496となった．CNNのアーキテクチャは
Schirmeisterらの研究 [7]で使用されていたCNNのアーキテクチャを参考に表 2.1の
ように決定した．

表 2.1: 実験 1の CNNのアーキテクチャ
レイヤー サイズ 出力 フィルター数 活性化関数 ドロップアウト率

conv2D (21, 1) (236, 34) 20 ... ...

conv2D (1, 34) (236, 1) 30 elu

average pooling2D (2, 1) (118, 1) 30

Dropout (118, 1) 0.2

Conv2D (16, 1) (103, 1) 40 elu

average pooling2D (2, 1) (51, 1) 40

Dropout (51, 1) 0.2

Conv2D (16, 1) (36, 1) 60 elu

average pooling2D (2, 1) (18, 1) 60

Dropout (18, 1) 0.2

Conv2D (14, 1) (5, 1) 90 elu

average pooling2D (2, 1) (2, 1) 90

Dropout (2, 1) 0.2

Flatten (180)

Dense (3) Softmax

総パラメータ数 155763

訓練パラメータ数 155283

非訓練パラメータ数 480
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2.6 結果と考察
右付加手，左付加手，右生来手の 3クラスで分類した場合の結果を表 2.2に，右付
加手，左付加手，左生来手の 3クラスで分類した場合の結果を表 3.6に，小数点第 1

位を四捨五入して示す．2種類の分類はともに，付加手の分類精度は高い側の手は
70%を超えているが，低い側の手は 60%ほどしかなく，生来手の分類精度は 50%ほ
どであり，本実験結果では分類ができているとはいいがたい．しかし，生来手が正
解のときに右付加手、左付加手と判定する確率と生来手と正しく判定する確率を比
べると，生来手と判定する確率の方が明らかに高いことから，データ数を増やした
り CNNを改善したりすれば正確な分類が可能になることも期待できる．また，生
来の手が右手のときも左手のときも，付加手は右側と左側ともに生来の手よりも分
類精度が高い．この結果の要因には，生来の手は普段から動かしているため，脳波
計測時に特に「念じる」わけではないのに対して，付加手は人間が生来持っている
手ではないため，付加手を動かそうと強く念じてしまい，生来の手のときよりも脳
波が大きく変動して分類がしやすくなった可能性が考えられる．また，生来の手が
右手の場合は，右付加手よりも左付加手の分類精度が高く，生来の手が左手の場合
は，左付加手よりも右付加手の分類精度が高い．生来の手がある側の付加手の分類
精度が低くなることが考えられる．そのため，脳波による手の操作は，生来の両手
が存在する状態での利用が想定される第 3の手よりも，片方の手がない状態での利
用が想定される義手の方が容易だと考えられる．しかし，当研究室の今村一貴の研
究 [13]では，付加手の位置が変わることによる分類精度の変化は確認されなかった．
ところで，脳波には個人特性があり，特徴が強く現れている周波数成分とそうでな
い周波数成分が個人によって変わることがわかっており，伊藤伸一らは脳波の個人
特性を考慮した脳波分析方法の研究を行っている [18]．付加手と生来手との位置関
係が変わったときの分類精度の変化について結果が異なっているのは，脳波の特性
が個人によって異なっていることが要因であると考えられる．
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表 2.2: 生来の手が右手の場合の分類精度

正解
判定 右付加手 左付加手 右生来手

右付加手 　 64%　 　 10%　 　 26%　
左付加手 17% 73% 10%

右生来手 27% 23% 50%

表 2.3: 生来の手が左手の場合の分類精度

正解
判定 右付加手 左付加手 左生来手

右付加手 79% 7% 14%

左付加手 　 15%　 　 59%　 　 25%　
左生来手 23% 25% 51%
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第3章 右実手・右想像手・右付加手での
CNNによる脳波分類精度

3.1 実験概要
付加手が体の右側にのみある状況を想定して実験を行った (実験 2)．実験では，右
実手，右想像手，右付加手の合わせて 3つの手のうちランダムにどれか 1つの手を
握る動作を行う，または想起する単一課題実行時の脳波を計測した．その上で、計
測した脳波データを CNNで学習し，分類精度についての調査を行った．右実手と
は，生来の右手を実際に握る場合の手と定義する．右想像手とは，生来の右手を握
る動作を想像するが，実際には握らない場合の手と定義する．脳波の計測には，第
2章で述べた実験 1と同様に Epoc Flex を利用した．

3.2 実験方法
実験参加者には画面に表示される画像によって実行する単一課題を指示する．ま
ず，startボタンを押すと図 3.1のように 3つの手が画面に表示される．ここで，表
示されている画像は青色の手が右付加手を表しており，重なっている 2つの手は手
前の手が右実手を表しており，奥の手が右想像手を表している．実手は当然，実際
に存在しており，また付加手もロボットハンドなどにより実際に存在することを想
定している．しかし想像手は，例えばHMD越しに見ることはできるが，実際には
存在しない．そこで課題指示において実手と想像手を画像のみで判定できるように，
想像手は半透明で表示する．3つの手が表示された後，図 3.2のようにランダムでど
れか 1つの手の上にランプが点灯する．その後，ビープ音が鳴ると図 3.3のように
ランプの点灯した手を握る動作が表示されるので，ランプの点灯した手が右想像手
か右付加手の場合は握る動作を想起し，右実手の場合は実際に握る．そして，ビー
プ音が鳴ってからの 3秒間の脳波を計測する．
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図 3.1: 実験 2の開始時の画面

図 3.2: 実験 2のランプ点灯時の画面

図 3.3: 実験 2の手を握った時の画面
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3.3 データセット
実験参加者は 22歳の利き手が右の男性 1名である．実験参加者は右実手，右想像
手，右付加手の合計 3つの手を握る動作を行う．手を握る 1試行において 3秒間の
脳波計測を行う．これを各手に対して 375試行ずつ行う．このうち各 300試行ずつ，
合計 900試行の脳波データはCNNの学習に利用する．残りの各 75試行ずつ，合計
225試行の脳波データは分類精度を調査するためのテストに利用する．

3.4 CNNの学習
前処理として学習用脳波データを，CNNの入力信号の長さ 256，ステップ幅 80で
クロップした．以下の 4つの組み合わせの学習データセットで 4通りのCNNの学習
をした．

(a) 右実手と右想像手と右付加手の 3つの手の学習用脳波データ

(b) 右実手と右想像手の 2つの手の学習用脳波データ

(c) 右実手と右付加手の 2つの手の学習用脳波データ

(d) 右想像手と右付加手の 2つの手の学習用脳波データ

クロップ後の学習用脳波データ数は表 3.1のようになった．CNNのアーキテクチャ
は表 3.2のように決定した．

表 3.1: クロップ後の学習用脳波データ数
学習に使う手 クロップ後のデータ数

(a) 右実手・右想像手・右付加手 1474

(b) 右実手・右想像手 988

(c) 右実手・右付加手 981

(d) 右想像手・右付加手 978
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表 3.2: 実験 2の CNNのアーキテクチャ
レイヤー サイズ 出力 フィルター数 活性化関数 ドロップアウト率

conv2D (21, 1) (236, 34) 25 ... ...

conv2D (1, 34) (236, 1) 35 elu

average pooling2D (2, 1) (118, 1) 35

Dropout (118, 1) 0.2

Conv2D (16, 1) (103, 1) 50 elu

average pooling2D (2, 1) (51, 1) 50

Dropout (51, 1) 0.2

Conv2D (16, 1) (36, 1) 80 elu

average pooling2D (2, 1) (18, 1) 80

Dropout (18, 1) 0.2

Conv2D (14, 1) (5, 1) 110 elu

average pooling2D (2, 1) (2, 1) 110

Dropout (2, 1) 0.2

Flatten (220)

Dense (3) Softmax

総パラメータ数 247638

訓練パラメータ数 247038

非訓練パラメータ数 600
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3.5 評価方法
パターン (a) では，右実手，右想像手，右付加手の 3つの手の学習用脳波データを
同時にCNNで学習する．テストは，右実手，右想像手，右付加手の 3つの手のテス
ト用脳波データで行う．右実手，右付加手，右想像手の 3つの手が脳波のみで分類
可能であるかを調査する．パターン (b) (c) (d) では，それぞれ 2つの手の学習用脳
波データでCNNの学習をする．テストは，3つの手すべてのテスト用脳波データで
行う．想像手が実手や付加手とどのような関係があるか調査する．学習では除外し
た種類の手が，学習対象の 2つの手のいずれかに分類されるとき，どちらに似通っ
ていると判断されるのか調べる．

3.6 結果と考察
各パターンの分類精度を表 3.3，表 3.4，表 3.5，表 3.6に，小数点第 1位を四捨五入
して示す．表 3.3は，パターン (a) 右実手と右想像手と右付加手の学習用脳波デー
タで学習を行った場合の分類精度である．3つの手ともに分類精度は約 60%であり，
高い分類精度とは言えないが，データ数を増やしたりCNNの改善などを行うことで
高い精度での分類が可能になることも期待できる．正解が右実手の時は，右付加手
と判定する確率よりも右想像手と判定する確率の方が高く，正解が右付加手の時は，
右実手と判定する確率よりも右想像手と判定する確率が高く，正解が右想像手の時
は，右実手と判定する確率と右付加手と判定する確率に差はあまりなかった．この
要因には，想像手は実手を動かそうとしているため，実手を動かしたときの脳波と
特徴が似た可能性や，想像手と付加手は共に手を動かそうと意識しているが，実際
に手は動いていないため脳波の特徴が似た可能性が考えられる．
表 3.4はパターン (b) 右実手と右想像手の 2クラス分類，表 3.5はパターン (c) 右
実手と右付加手の 2クラス分類，表 3.6はパターン (d) 右想像手と右付加手の 2ク
ラス分類の精度である．表 3.4から，右付加手を右想像手と判定する確率は 78%で，
表 3.6から，右実手を右想像手と判定する確率は 79%であることがわかる．想像手
の脳波は実手と付加手の両方の脳波の特徴を持っていそうである．パターン (b) で
は，右付加手を右実手と判定する確率は 22%であり，パターン (c) では，右実手を右
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付加手と判定する確率は 21%であることから，実手と付加手のみでの分類は正確に
行えるだろうと考えられる．また表 3.5から，右想像手を右実手と判定する確率は
58%であり，ほかの 2つの結果と比べると低いが，判定が右実手に偏っていることが
わかる．想像手が実手を包含している可能性が考えれる．想像手はメタバース利用
時のメタバース内の自身の手を生来の手を動かさずに脳波のみで動かすことを想定
しているが，想像手が実手を包含している場合，メタバース内の自身の手を動かそ
うと思って生来の手を動かしてしまったとしてもその動きを反映できそうである．

表 3.3: (a) 右実手と右想像手と右付加手の場合の分類精度

正解
判定 右実手 右想像手 右付加手

右実手 　 63%　 　 24%　 　 13%　
右想像手 20% 59% 21%

右付加手 10% 24% 66%
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表 3.4: (b) 右実手と右想像手の場合の分類精度

正解
判定 右実手 右想像手

右実手 　 68%　 　 32%　
右想像手 22% 78%

右付加手 22% 78%

表 3.5: (c) 右実手と右付加手の場合の分類精度

正解
判定 右実手 右付加手

右実手 　 75%　 　 25%　
右付加手 22% 78%

右想像手 58% 42%

表 3.6: (d) 右想像手と右付加手の場合の分類精度

正解
判定 右想像手 右付加手

右想像手 　 78%　 　 22%　
右付加手 28% 72%

右実手 79% 21%
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第4章 むすび

本研究では，BMIによるロボットハンドのような第 3の手の制御を実現するため
に，単一課題実行時の脳波を付加手や想像手もある状況を想定して計測して，その
上で計測した脳波データを CNNで学習し，様々なパターンでの分類の精度につい
て調査した．第 2章では，付加手が右側と左側にある状況を想定して行った実験に
ついて述べた．右付加手，左付加手，右生来手での 3クラス分類と，右付加手，左
付加手，左生来手での 3クラス分類を行った．2種類の分類はともに，生来手の分類
精度は約 50%，生来手と同じ側の付加手の分類精度は約 60%，反対側の付加手は約
75%であった．生来手と付加手の位置関係が変わることで分類精度が変わるという
結果が得られた．脳波で操作するロボットハンドは，生来の両手を利用している状
態で 3つ目の手として利用することが想定される第 3の手ような手よりも，何らか
の理由で片方の手が使えずに代わりとして利用されることが想定される義手のよう
な手の方が適していると考えられる．また，生来手の分類精度より付加手の分類精
度が高いという結果が得られた．付加手の分類精度が生来手の分類精度よりも高い
要因は付加手と生来手の念じ方の違いであると推測した．先行研究での，「実際の手
か否か分類しただけ」という疑念を解決し，生来手と付加手をCNNで脳波分類でき
る可能性を示せたと考えられる．第 3章では，付加手が右側にのみある状況を想定
して行った実験について述べた．右生来手，右想像手，右付加手の 3つの手につい
て脳波を測定して 4通りのパターンで学習して分類を行い，それぞれの手の関係に
ついて考察した．右実手，右想像手，右付加手での 3クラス分類の精度は 60%から
65%ほどであり，精度は低いが分類できていると考えられる．右付加手を学習から
除外したパターン (b) では，右付加手を右実手と判定する確率が 22%であり，右実
手を学習から除外したパターン (d) では，右実手を右付加手と判定する確率は 21%

であった．実手と付加手のみの分類であれば正確に行える可能性が考えられる．パ
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ターン (b)，(c)，(d) において学習から除外した手が，学習対象にした 2つの手それ
ぞれに判定される確率から，想像手には実手と付加手両方の特徴が含まれている可
能性や，想像手が実手を包含している可能性を推測した．想像手が実手を包含して
いる場合は，メタバース上の手を脳波で動かしたい時に実際に手を動かしても動か
さなくてもどちらでもよいという活用方法が考えられる．今後は，学習データを増
やすなどして分類精度を向上させ，その上で分類方法による分類精度の違いがあら
われるのかを確認したい．また，本研究では実験参加者が 1人であったが，複数人
での実験を行って実験参加者ごとの違いも確認したい．
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